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V tomto dile seridlu se budeme vénovat neprimému méreni fyzikdlnich veli¢in a prokladani
naméfenych dat teoretickou zdvislosti, ¢ili, jak by fekl matematik, regresi (v tomto dile zatim
jen linedrni regresi), pripadné, jak by fekl fyzik, fitovani.

Zakladni problém, kterym se budeme v tomto dile (vlastné i v tom pfi§tim) seridlu zabyvat
je takovy problém, kdy mdme namétensd dvojrozmérné data, tedy dvojice (z1,y1),. .., (Zn, Yn)
a chceme mezi nimi najit néjakou funkéni zavislost f (jak zvisi y na x). Mizeme rozliSovat mezi
dvéma hlavnimi cili hledani funkéni zavislosti. Bud chceme pomoci nalezeni funkéni zavislosti
neprimo zmérit urcitou fyzikalni veli¢inu nebo chceme namérenymi daty v grafu pro nézornost
prolozit teoretickou zavislost. V obou téchto pripadech budeme pottebovat néjaky matematicky
model pro nase data.

Zakladni model - Linearni regrese

V nasem zdkladnim modelu budeme uvazovat proklddanou funkci f pouze ve tvaru

f(@) = Bo+Brfi(x) + -+ Brfr(z),

kde fi,..., fr jsou zndmé zvolené funkce a fo, 31,...,Br jsou neznamé regresni koeficienty,
které budeme chtit odhadovat. Na zacatku statistického zpracovani dat vzdy musime zvolit
proklddanou funkci (pomoci volby funkei fi,..., fx), o tom, jak ji sprdvné zvolit, bude jesté
feC.

Nyni si musime popsat model, kterym budeme popisovat nase namérena data. Budeme si
predstavovat, ze nase data byla vygenerovana podle néasledujiciho vztahu

yi = Bo+ Bifi(mi) + -+ Brfu(zi) + &y

kde fi,..., fr jsou znamé prokladané funkce, Bo, 51, ..., Bk jsou neznamé regresni koeficienty,
které budeme chtit odhadovat, a €; predstavuje ndhodné nepfresnosti méreni (tedy e; je realizace
ndhodné veli¢iny a ostatni éleny jsou deterministické, i kdyz z ¢asti nezndmé). V zdkladnim
modelu budeme uvazovat, Ze €; maji rozdéleni N(0,0%) a Ze jsou pro riiznd méfeni nezdvisla.
Ve vztahu k teorii vylozené v prvnich 4 dilech seridlu si mtzeme predstavovat, ze klasicky
mérime fyzikalni veli¢inu, jejiz hodnota je ovSem zavisla na proménné z.

Tento zékladni model se nazyva linedrni regresni model®. V tomto dile serialu budeme
pracovat pouze s timto modelem, ktery se také nejcastéji v praxi pouzije, nelinedrni regresni
modely si popiSeme v pristim dile serialu.

V tomto zdkladnim modelu budeme uvazovat, ze hodnoty proménné x jsou nam znamé
presné, tedy bez nepresnosti méreni. Toto neni vzdy taplné opravnény predpoklad, v praxi byva
nékdy porusen, jak postupovat v tomto slozitéjsim pripadé si ale popiSeme az v pristim dile
seridlu.

INa tomto misté musime vyvratit jeden rozsifeny mytus, a sice ze linearni regrese znamena pouze prokladani
primky namérenymi daty. Je vidét, ze prokldadani piimky lze dosdhnout specidlni volbou parametri v popsaném
linedrnim regresnim modelu (zvolit &k = 1 a f1(z) = z), ale je nutné si uvédomit, Ze ndzev linedrni regrese
odkazuje k linearité vzhledem k nezndmym koeficientim So, 81, ..., Bk, nikoliv k linearité proklddané funkce
(funkce f; mohou byt a ¢asto jsou nelinedrni, napt. sin, cos, exponencidla, logaritmus, polynomy atd.).
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Volba prokladané funkce

Vétsinou jsme v situaci, kdy médme namérend néjakd data (tedy dvojice (zi,y:)) a potfebujeme
jimi prolozit néjakou funkci, ale nevime jakou. Volba spravné prokladané funkce je velmi dulezita
a proto zde v kratkosti popiSeme, jak by se mélo spravné postupovat.

Kazd4 prokladand funkce by méla mit jasnou fyzikalni interpretaci a fyzikalni opodstatnéni.
Meéli bychom se vzdy zamyslet, jaky teoreticky vztah by meéla nase naméfend data spliovat
a takovou funkci jimi prokladat. Pokud budeme postupovat jinak, je veliké nebezpeci, Ze zvolime
Spatnou proklddanou funkci (o tom, jak poznat, ze jsme zvolili Spatnou funkci, si povime pozdéji)
a budeme muset zac¢it od znova, nebot by vSechny nase vysledky byly nespravné.

Odhadovani parametri

Kdyz jsme si popsali zdkladni model, ktery budeme pouzivat, mizeme zacit odvozovat, jak bude
odhad nezndmych parametra fo, 51, ..., Bk vypadat. K odhadu parametru pouZijeme metodu
nejmensich ¢tverca.

Metoda nejmensich Ctverci

Metoda nejmensich ¢étverctt uréi odhad parametri So, f1, ..., Br (odhady znacime tak, Ze pri-
dame strisku napft. ,Z?:) tak, ze za odhady téchto parametru vezme takova ¢isla, aby byl sou-
Cet ¢tverct odchylek naméfenych hodnot od odhadnuté hodnoty prokladané funkce co moznd
nejmensi. Matematicky zapsdno, metoda nejmensich ¢tverct se snazi odhadnout regresni para-
metry tak, aby vyraz

n PN - 2

Z (yi —Bo—Bifi(mi) = — kak(mi))

i=1
byl co mozna nejmensi. Intuitivni vysvétleni, pro¢ postupujeme pravé takto je, ze se snazime,
aby prolozend funkce prochdzela co nejblize naméfenym hodnotdm (vzdalenost v tomto piipadé
méfime jako druhou mocninu rozdilu naméfené hodnoty a prolozené funkce). Vyraz uvnitf
zévorky se oznacuje jako reziduum a znaci se U;. Residuum je rozdil mezi naméfenou hodnotou
a prolozenou zavislosti.

Nenli tplné zfejmé, pro¢ chceme minimalizovat pravé druhou mocninu residui, mohli bychom
minimalizovat tfeba absolutni hodnotu residui nebo absolutni hodnotu ze tfeti mocniny nebo
zvolit néjakou jinou véhovou funkci. Vysvétleni neni dplné trividlni, trochu zjednodusené vy-
svétleni mize byt takové, ze druhd mocnina zvyrazni velmi odlehld mérfeni, ale zaroven prilis
neupozad{ neodlehld méfeni (tj. chceme odhadnout regresni koeficienty tak, abychom neméli
zadné méreni prilis odlehlé od prolozené zavislosti). Toto vysvétlen{ je trochu nepresné, existuje
i lepsi vysvétleni, které zde uvedeme.

Metoda maximalni vérohodnostlE

Odhady parametri metodou maximalni vérohodnosti na zdkladé namérenych dat funguji na
tom principu, Ze za odhad parametri vzdy vezmeme takové hodnoty parametri, které maxi-
malizuji pravdépodobnost naméreni takovych dat, které jsme zrovna v nasem piipadé namérili.

2Toto uz je opravdu pokrocilé téma, pokud chcete (nebo pokud se vdm tento odstavec nepodafi pochopit)
muzete tento odstavec bez obav preskocit, na pochopeni dalsich ¢asti to nebude mit vliv.
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Kdyz budeme uvazovat vsechny vyse popsané predpoklady (tedy navzdjem nezédvislé nepfesnos-
ti méfeni e; s rozdélenim N(0,0?)), mizeme si napsat, jak vypada hustota pravdépodobnosti
v zavislosti na neznamych parametrech. Jelikoz jsou jednotlivd méfeni na sobé nezavisla, vy-
slednd sdruzend (”vicerozmérnd”) hustota pravdépodobnosti bude souéin jednotlivych hustot
pravdépodobnosti. Matematicky zapsano sdruzend hustota pravdépodobnosti L (L z anglického

likelihood, ¢esky vérohodnost) vypadé nésledovné

L(xh--->=Tn7y17"'7ynaa2a60a61a~"7ﬁk) =

2 s

vV 2no? ’

n 1 _ 1 BotBLh1 @)+ 4B i (23) —vi)?
=1l 5=
=1

nebof ndhodné velicina Y; predstavujici vysledek jednoho méreni prislusny hodnoté nezavisle
proménné x; mé rozdéleni N (8o + f1.f1(x:) + - - - + Befru(z:), 0%). Cheeme najit takové hodnoty
parametra o, 51, .., Bk, které tuto vérohodnost maximalizuji. Abychom 1épe vidéli, jak tyto
parametry zvolit, je vyhodné si tento vyraz upravit®, ¢imz dostaneme

L(x1,~~~7xn,yl7~-~,yng27ﬁ07ﬁ17~~-,ﬁk) =

n

( 1 )E _;(60+51f1(Ii)+~'~+3kfk('ti)*yi)2
2 2

o

2no? ’

Nyni se musime pokusit odvodit, jak zvolit parametry So, S1, ..., Bk, aby byla hodnota véro-
hodnosti L co mozna nejvétsi. Na zacatek si mizeme vSimnout, ze tyto parametry vystupuji
pouze v exponentu, nikde jinde, tudiz ndm staci zabyvat se jen ¢lenem s exponentem. Chce-
me tedy maximalizovat hodnotu exponentu (protoze exponencidla je rostouci funkce, tedy ¢im
vétsi exponent tim vétsi hodnota exponencidly), tedy chceme mit co nejvétsi hodnotu ¢lenu

n

D (Bo+Bufi(@) + -+ Brfu(@i) — i)’

=1

1
202

Nyni si musime vSimnout, ze ¢len —ﬁ je nezavisly na nasich koeficientech, sta¢i ndm tedy
zabyvat se pouze sumou. Nakonec si musime vSimnout, ze cely tento ¢len bude mit vzdy zaporné
znaménko, takze bude maximalni pravé, kdyz bude suma minimélni. Chceme tedy, aby vyraz

n

Z (Bo + Brfr(@i) + - + Brful@i) — yi)?

i=1

byl co mozna nejmensi. Toto nés ale vede na minimalizaci sou¢tu druhych mocnin residui, tedy
na metodu nejmensich ¢tverci (pokud vnitfek zdvorky vyndsobime —1 nic to nezméni diky
druhé mocniné).

Ukézali jsme tedy, ze odhad metodou maximalni vérohodnosti, ktery méa jasnou intuitivni
interpretaci, se v tomto pripadé shoduje s odhadem metodou nejmensich ¢tvercl, ¢imz jsme
ziskali hlubsi pochopeni toho, pro¢ odhadovat parametry metodou nejmensich ¢tverci.

3Pouzivame znamého vzorce e®e® = 1P,
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Vypocetni aspekty odhadu parametri

Nyni jsme si popsali, jakym zptisobem budeme chtit parametry So, 51,..., B odhadovat, ale
sluselo by se i strué¢né zminit postup vypoctu, ktery k tomu povede. V praxi budeme vsechny
tyto odhady pocitat za pouziti pocitace, nicméné nikdy neuskodi védét, jak presné to pocitac
poditd. Jak pozdéji (a v zadan{ tloh) pozndme, v praxi se tato znalost obcas také hodi. Exis-
tuje mnoho zpusobi, jak se 1ze dobrat hodnot koeficientu Bo, 51, . . ., Bk, my zde uvedeme dva
ze odhady regresnich parametru zdvisi na zformulovaném modelu (tedy na volbé proklddané
funkce) a na naméfenych datech (v uréitych chvilich bude vyhodné chépat odhad regresnich
parametri jako transformaci namétfenych dat).

Prvnim moznym postupem je pouziti diferencidlniho poétua, kdy parcidlné zderivujeme
sumu Ctvercu podle vSech proménnych Bo, f1,..., Bk, tyto parcidlni derivace polozime rovny
nule a snazime se vyfesit vzniklou soustavu rovnic (obecny postup hleddn{ extrémi funkcf),
kterd ma tvar

Tato soustava rovnic se v obecném pripadé neresi iplné lehce, proto je lepsi pouzit druhou
metodu vypoctu odhada koeficienti.

Druhé metoda, kterd je asi vypocetné schiudnéjsi, je zalozena na linedrni algebfea. Pokud si
sestavime nasledujic{ matici (nékdy se j{ ¥kd matice modelu) a vektor namérenych dat

1 f1 ($1) . fk (1’1) Y1
x=| DUNEEE N ) B B
L filzn) oo fr(zn) Yn
potom je odhad koeficient B = (BB, B\l, . ,BL)T urcéen ndsledujict identitouE

B=xXTx)"xTY,

kde T znaéf transpozici matice a ~! zna&f inverzni matici.

Vlastnosti odhadii

Vyse jsme si odvodili, jak odhadovat regresni prametry So, f1, . . . , Bk. Pouzitim metody nejmen-
ich ¢tvercu za pomoci pocitace jsme schopni najit odhady téchto parametri, které budeme déle
znacit fo, B1, ..., Bk, nyni si povime néco o jejich vlastnostech.

4Pokud neznéte diferencidlni pocet nezoufejte, pokud tuto pasaz preskocite, neprijdete o nic podstatného.

5Pokud nejste v linedrni algebie (transponovéani, ndsobeni a invertovdni matic) p¥ili§ zbéhli, nevadi, mtzete
tuto Cast textu preskocit, pro dalsi pochopeni to nebude vadit.

6V extrémnim p¥ipadé by se mohlo stat, Ze inverzni matice nebude existovat (pokud by matice xTx nebyla
reguldrni, coz se ale v praxi nestdvd), potom bychom tuto metodu pouzit nemohli.
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Dopredu upozornujeme, zZe vSechna odvozeni v této kapitole budou pouze naznacend a ze
nenf nutné snazit se je detailné pochopit (i kdyz pilnosti se meze nekladou). Pro fyzika je spiSe
dilezité a plné postacujici mit obecné povédomi o teoretickych odvozenich a soucasné védét,
jak se tyto metody aplikuji na konkrétni fesené problémy.

Intervalové odhady pro jednotlivé parametry

Podobné jako jsme konstruovali intervalové odhady v pripadé, kdy jsme mérili jen jednu fy-
zikaln{ veli¢inu (viz 2. a 3. dil seridlu), muZeme i nyni zkonstruovat intervalové odhady pro
jednotlivé regresni koeficienty. Vyjdeme z tvrzeni®, Zze pro nésledujici vhodnou transformaci
namétfenych dat plati

M LN N(0,1),

\/ SQUj,j

kde B\J je odhad regresniho koeficientu metodou nejmensich ¢tverct, §; je skutecnd (pro nés
v praxi neznam4) hodnota regresniho koeficientu, v; ; je prvek na misté (4, j) v matici (X7X)™*

a &len S? je uréen vztahem
1 ~
§P=—-——N U
n—k—1 Zl B

kde U; jsou residua v nasem linedrnim regresnim modelu. Tento vztah ndm velmi pfipomind
vztah, ze kterého jsme odvozovali intervalové odhady v pripadé méfeni jedné fyzikalni veliciny
(odligné jsou jen €leny ve jmenovateli zlomku), mizeme tedy naprosto stejnym zpusobem od-
vodit intervalovy odhad i pro skute¢nou hodnotu regresnich koeficienti. Vyjdeme ze vztahu, ze
asymptoticky (tj. pro velky pocet méfeni, pozdéji bude upfesnéno, co to znamend velky pocet
méfeni) plati pro libovolnou hladinu spolehlivosti « € (0,1)

P B; — B

e < ———<uj_a | =1—a.
2 2

A/ SZWj’j

Z tohoto vztahu algebraickymi tpravami (analogicky jako v pfipadé intervalovych odhadi pro
jednu méfenou fyzikdln{ veli¢inu) dostaneme, ze plati

P(,Bj € (B\] :l:'l,bl_%\/m)) =1l-a.

Toto je intervalovy odhad pro skutecnou hodnotu regresniho koeficientu 8;, tento intervalovy
odhad se zkracené zapisuje jako
Bi £/ 5%,

a Clen 1/S%v;; se nazyva nejistota méfeni regresniho koeﬁcientuE (neplést s chybou méreni
regresniho koeficientu®).

Na konec tohoto odstavce jen poznamenejme, 7e ¢len S? je odhadem rozptylu nagich mé-
feni o2 (tj. pro velky pocet méfeni bude hodnota ¢lenu S 2 s nejvétsi pravdépodobnosti velice

“Odvozeni tohoto tvrzeni je dosti ndroéné, proto ho zde nebudeme uvadét.
8 Anglicky standard error (zkrécené S.E.).
9Vyznam stejny jako u méreni jedné fyzikalni veli¢iny (viz 2. dil seridlu).
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blizks skuteéné hodnoté rozptylu ¢?) a je oznacovin jako stiedni Etvercova chybaE. Déle je
dobré poznamenat, ze ¢im vice méfeni provedeme, tim mensi bude hodnota ¢lenu v;; a tim
padem budeme mit uzsi intervalovy odhad, tedy budeme mit regresni koeficient urcen presnéji
(odvozeni tohoto tvrzeni uz je ale nad moznosti tohoto seridlu).

Bodovy odhad prokladané funkce

Nyni jsme si odvodili, jak vypadaji intervalové odhady pro jednotlivé parametry ;. Na zacat-
ku jsme popsali, ze nékdy je nasim cilem také prolozit naméfenymi daty odhadnutou zavislost,
¢emuz se budeme ted vénovat. Jako bodovy odhad funkéni zavislosti (coz 1ze chapat jako nej-

pravdépodobnéjsi tvar proklddané funkce) vezmeme jednoduse funkci f ve tvaru
f(@) = Bo+Bufi(x) + -+ Brfr(z),

kde E), 3\1, ey B/;C predstavuji odhady regresnich koeficientt ziskané metodou nejmensich ¢tver-
ci. Tento odhad méa opét tu vlastnost, ze pro velky pocet métreni bude tato funkce s nejvétsi
pravdépodobnosti velmi podobna skuteéné funkéni zavislosti méfenych dat (ve smyslu, ze pro-
loZen4 kiivka a skuteénd teoretickd k¥ivka budou témér identické).

Tento odhad se obvykle zakresluje do grafu jako prolozena kiivka. Je sice pékné, ze vime,
jak bodové odhadovat proklddanou funkci, ale musime si uvédomit, Ze to je pomérné maélo.
Musime si jesté ukazat, jak vypada intervalovy odhad pro funkéni hodnoty v jednotlivych
bodech, abychom méli predstavu s jakou nejistotou jsme prokladanou funkci urcili.

Intervalovy odhad prokladané funkce

Podobné jako mtizeme konstruovat intervalové odhady pro méfeni jedné fyzikalni veli¢iny a pro
regresni koeficienty, mizeme také konstruovat intervalové odhady pro hodnotu prokladané funk-
ce. Pti konstrukci intervalového odhadu pro hodnotu prokladané funkce v bodé x vyjdeme
z toho, Ze plati

f(:lj) 7f($) i ]\/(07 1)7
S2xT(XTX)~1x
kde f(z) je skutetnd hodnota teoretické funkéni zavislosti v bodé x, vektor x je definovin

jako x = (1, f1(z), ..., fu(z))” a ostatni leny jsou stejné jako v piedchozim textu. Analogickym
zpusobem jako v predchozich pripadech muzeme potom dojit k vysledku

P(f@ e (@) £ugv/ETER) %)) = 1-a.

Toto je intervalovy odhad pro hodnotu proklddané funkce v bodé x o spolehlivosti 1 — «, ktery
se obvykle zkracené zapisuje jako

f(x) +4/92xT(XTX)1x.

Tento intervalovy odhad muzeme zkonstruovat pro libovolny bod z, tedy i pro takovy bod x,
ktery lezi mimo vSechna nase méfeni (tomu se potom Fiké extrapolace™). Jak uvidite pii pro-
chézeni vzorového skriptu, sitka tohoto intervalu spolehlivosti také zavisi na tom, jak daleko

10 Anglicky mean square error (zkrécené MSE).
M Musime si ale uvédomit, Ze pii extrapolovani mléky piedpokldddme, Ze proloZend zavislost plati i mimo
nami naméiend data (tedy, Ze proklddand funkce lze ,protdhnout®), coz nemusi byt vzdy spravny predpoklad
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je bod x od ndmi namérenych hodnot. Je vcelku opodstatnéné predpokladat, ze v misté, kde
mame zméreno hodné hodnot bude interval spolehlivosti uzsi nez v misté, kde mame hod-
not zméreno méné. Tento efekt je zpusoben vlastnostmi vektorového a maticového soucinu ve
virazu x7 (X7X)7'x, jeho podrobné vysvétleni je ale nad rdmec tohoto seridlu.

Nakonec poznamenejme, Ze viibec neni nutné si tento vyraz pamatovat ani ho umét vy¢islit,
udéla to za nds matematicky software (v nasem ptipadé R) po pouziti jednoduchého piikazu.

Regresni diagnostika

V tomto odstavci se budeme vénovat ovérovani, zda jsou splnény vsechny predpoklady pro
pouziti linedrniho regresnitho modelu, které jsme uvedli na zacatku tohoto dilu seridlu. Pokud
bychom aplikovali linedrni regresni model a nebyly by splnény predpoklady pro jeho pouziti,
obdrzené vysledky by nebyly spravné. Je proto vzdy dilezité ovéfit, zda jsou tyto pfedpoklady
splnény. Pro jistotu zde vSechny tyto predpoklady jesté zopakujeme, jednd se o (uvedeno od

e Spravna volba prokladané funkce.
e Stejny rozptyl pro vSechna méreni.
e Nezavislost jednotlivych méfeni.

o Normaélni rozdéleni nasich méreni.

Na zacatek uvedme, Ze predpoklad o normdalnim rozdéleni nasich métreni se v praxi velice
tézko oveéruje = a jelikoz byly vsechny uvedené tvrzeni formulovany tak, ze plati i bez tohoto
predpokladu (se splnénim tohoto predpokladu plati pro libovolny pocet méfeni, bez splnéni
plati asymptoticky pro velky po¢et méfeni) nebudeme se jim déle zabyvat. Tento predpoklad
se témér nikdy v praxi neovéruje.

Ostatni predpoklady uz jsou ovsem velice dulezité a pokud by nebyly splnéné a my bychom
presto aplikovali linearni regresni model, nase vysledky by byly nespravné. Nastésti existuji po-
mérné spolehlivé zpusoby, jak ovérit, zda jsou tyto predpoklady splnény. VSechny tyto postupy
jsou zaloZeny na myslence, ze zkusime aplikovat linedrn{ regresni model a az ndsledné (vétsinou
na zékladé residui naseho modelu) zkoumame, zda byly vSechny pfedpoklady splnény. Pokud
zjistime, ze splnény nebyly, nemuzeme takovyto model pouzivat k vyhodnocoviani naseho ex-
perimentu a musime pfijit s lepsim modelem (vétSinou zménime proklddanou funkci) nebo se
smifime s tim, ze obdrzené vysledky nejsou tolik presné.

Nyni uz k jednotlivym metoddm ovérovani predpokladi.

Graficka kontrola spravnosti prokladané funkce

Tato metoda je velice jednoduchd a nevyzaduje pochopeni zadné matematické teorie, jeji nevy-
hoda ovsem je, Ze neni tolik presna. Jejim zdkladem je, Ze na vykresleném grafu zkontrolujeme,
zda prolozend funkce odpovidd namérenym dattim. Pokud bychom v grafu nasli, Ze napr.

e V nékteré ¢asti grafu je prolozena funkce vyrazné pod nebo nad namérenymi daty.

12pro spravné ovéfeni tohoto piedpokladu je potieba velké mnozstvi méfeni, ale pokud mame velké mnoz-
stvi méreni, muzeme se uz spolehnout na asymptotické vlastnosti vSech nasich odhadi a ani nepotfebujeme
normalni rozdéleni nasich méteni.
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e Tvar proloZené funkce neodpovidd namérenym datam.

potom bychom museli prohlésit, ze jsme prokladali Spatnou funkci a pokusit se najit vhodnéjsi
funkci.

Zejména v pripadé, ze namérené hodnoty jsou velice blizko prolozené ktivce, muze byt tato
metoda zna¢né komplikovana (nejde jednozna¢né odlisit data pod a nad prolozenou kfivkou).
V tomto ptipadé je vyhodnéjsi misto na graf namérenych hodnot s prolozenou zavislosti koukat
na graf residui (graf kde jsou vynesena residua a piislusné hodnoty nezavisle proménné). Na
tomto grafu bychom méli vidét ndhodné rozeseté body kolem osy z, pokud tam vidime cokoliv
jiného (napf. Ze v néjaké ¢asti grafu jsou residua vyrazné nad nebo pod osou x), znamena to, Ze
jsme pravdépodobné zvolili $patné prokladanou funkci a méli bychom se pokusit najit vhodnéjsi
funkci.

Obé tyto metody potiebuji trochu cviku a ptiklady, co je jesté akceptovatelné a co uz nikoliv.
Nékolik takovychto prikladt proto najdete v prilozeném vzorovém skriptu.

Statisticky test spravnosti prokladané funkce (lack of fit test)

Ve specidlnim pripadé mtzeme provést také statisticky test spravnosti prokladané funkce, coz
je presnéjsi metoda nez vySe popsané grafickd metoda. Tim specidlnim piipadem se mysli
ptipad, kdy pro jednu hodnotu nezavisle proménné x mame naméreno vzdy vice méfeni zavisle
proménné (vétsinou se uvazuje alespon 5 méfeni pro kazdou hodnotu nezédvisle proménné).

Jak jsme si popsali v minulém dile seridlu, k urceni statistického testu pottebujeme for-
mulovat hypotézu a alternativu, testovou statistiku a kriticky obor testu. Nebudeme zde vse
podrobné odvozovat, protoze je to nad ramec tohoto dilu seridlu. Tomuto testu se také nékdy
k4 x? test kvality fitu a testuje nésledujici dvojici hypotéza a alternativa

H : Proklddand funkce f je spravné zvolena.

A : Prokladand funkce f neni spravné zvolen4.

Testova statistika ma néasledujici tvar

S s (o= Fen))?
=1

CH = ML ,
>0 > (vis-wie)
i=1j=1

N—n

kde z; je hodnota nezdavisle proménné, y; ; je hodnota j-tého méreni piislusiciho i-té nezavislé
proménné, y; . je prumér nameéfenych hodnot odpovidajici hodnoté nezéavisle proménné z;, N je
celkovy pocet méreni, n je pocet riznych hodnot nezavislé proménné a p je pocet regresnich
parametri. Za platnosti nulové hypotézy ma tato statistika Fisherovo F- rozdéleni o (n — p)
a (N — n) stupnich volnosti. Kdyz si zkusime uvédomit, co testova statistika vyjadiuje, zjisti-
me, ze Citatel je vadzeny prumér druhych mocnin vzdalenosti pruméri namérenych hodnot od
prolozené kiivky a jmenovatel je primérnd druhd mocnina vzdalenosti namérenych hodnot od
pruméru namérenych hodnot. Uvédomme si, Ze za platnosti hypotézy by méla testova statisti-
ka nabyvat malych hodnot (nebot 7; e by mély byt velmi podobné ]/”\(al:b))7 proto kriticky obor
zvolime na zédkladé Fisherova F-rozdéleni nésledovné

C = (Fnpn-n(l—a),o0),



FYKOS Serial XXX.V Seridl - Zpracovani dat 5. dil

kde F,,—p,n—n(1 — @) je pFislusny kvantil Fisherova rozdélen{ a « je hladina testu.

V praktickém ptipadé budeme tento test provadét pomoci jednoduchého ptikazu v mate-
matickém softwaru, neni tedy nutné si pamatovat vSechny tyto odvozené vzorce. Matematicky
software jako vystup nabidne také numericky spocitanou p-hodnotu testu.

Poznamenejme, ze pokud bychom namérenymi daty prokladali Spatnou funkci, bude to mit
na spravnost nasich vysledki velice negativni vliv (prakticky se da fict, Ze budou vSechny zavéry
$patné). Je proto naprosto nutné vzdy provést alespon grafickou kontrolu spravnosti proklddané
funkce.

Graficka kontrola homoscedasticity

Homoscedasticita je oznaceni pro konstantni hodnotu rozptylu. V praxi se obcas stane, ze
rozptyl nasich méreni neni konstantni, ale zavisi bud na hodnoté nezévisle proménné nebo na
hodnoté métené veliciny. Proto bychom méli pokazdé vykreslit grafy, ve kterych budou vynesena

e Residua oproti nezavisle proménné.
e Residua oproti hodnoté prolozené funkce.

Oba tyto grafy by mély vypadat jako ndhodné rozeseté body kolem osy x, zejména by se nemélo
stévat, ze bude v uréitych mistech vétsi variability residui (tj. Ze budou residua vice rozesety
do prostoru).

Opét plati, ze obé tyto grafické metody vyzaduji trochu cviku. Ve vzorovém skriptu naleznete
nékolik prikladi, jak by residua méla a neméla spravné vypadat.

Poznamenejme, ze poruseni predpokladu homoscedasticity nevadi, pokud neni velké, coz
se prakticky nestava. V pripadé malého poruseni predpokladu homoscedasticity se tento fakt
zmini v diskuzi a pridd se varovani, ze vysledky odvozené z takového modelu mohou byt mirné
nepresné. Co délat, kdyz budeme pracovat s daty, kde rozptyl méfeni silné zavisi na hodnotéch
nezavislé proménné nebo mérené veliciny si povime v pristim dile serialu.

Jen pro doplnéni uvedeme, ze existuje i statisticky test, ktery testuje homoscedasticitu
residui. Nicméné podrobné odvozeni tohoto testu je nad rdmec tohoto seridlu, proto zde jen
uvedeme, ze jeho nézev je Breusch-Paganuv test®.

Graficka kontrola nezavislosti méreni

Jestli jsou nase méreni na sobé nezavisla se kontroluje velmi tézko, splnéni tohoto predpokladu
si musi pohlidat experimentitor pri méreni. Existuje jedna metoda, jak se d& odhalit, zda
jsou naSe méfeni na sobé nezavisld a sice vykresleni grafu residui oproti posunutym residuim.
Zjednodusené feceno, pokud jsou nase méreni na sobé nezavisld, neméla by hodnota jednoho
residua ovliviiovat hodnotu ostatnich residui. Naopak typickym typem zavislosti méfenych dat
je, Ze jsou na sobé residua sériové z4visld (jsou tzv. autokorelovand), tedy, ze hodnota jednoho
residua ovliviiuje hodnotu toho nésledujiciho. Toto si lze predstavovat tak, ze pokud jsme
v jednom méreni dostali hodnotu vyssi nez skute¢nou, potom v dal$im métreni pravdépodobné
také dostaneme hodnotu vyssi nez skute¢nou a naopak. Toto ndm pomuze odhalit graf residui
oproti posunutym residuim, coz je jen graf kde jsou vykresleny body

(U1,U2), (Uz,Us),...,(Un—1,Uy).

13Vice informaci o tomto testu naptiklad zde: https://en.wikipedia.org/wiki/Breusch-Pagan_test


https:// en.wikipedia.org/wiki/Breusch-Pagan_test

FYKOS Serial XXX.V Seridl - Zpracovani dat 5. dil

V pripadé, Ze jsou nase méreni na sobé nezavisla, mél by takovyto graf vypadat jako ndhodné
rozeseté body kolem pocatku soustavy souradné. Pokud jsou na sobé residua zavisld, budou
typicky body koncentrovany hlavné v 1. a 3. kvadrantu.

Poruseni predpokladu nezévislosti méfenych dat je pomérné zavazné a neexistuje jednoduchy
zpusob, jak takovyto problém spravit. Je potfeba na toto myslet uz pti méreni experimentalnich
dat a dat si na pozor. Pokud pfi zpracovani dat zjistim, Ze jsou namérena data na sobé silné
zéavisla, je potreba bud data zmérit znova nebo v diskuzi uvést, ze obdrzené vysledky mohou
byt kvuli zavislym dattim zna¢né nepresné.

Opét plati, ze tato grafickd metoda vyzaduje trochu cviku, proto je ve vzorovém skriptu
uvedeno nékolik ptiklada pouziti této metody.

Jen pro doplnéni uvedeme, ze také existuje statisticky test, ktery testuje nezavislost meére-
nych dat. Podrobné odvozeni tohoto testu je nad rdmec tohoto seridlu a proto jen uvedeme, ze
jeho nazev je Durbin- Watsontv test=.

Koeficient determinace

Pokud chceme zhodnotit, jak dobfe prolozend funkce vysvétluje opravdovou zavislost mérené
hodnoty y na hodnoté vysvétlujici proménné x, zadefinujeme si k tomu tzv. koeficient determi-
nace, ktery budeme znaéit R?, pomoci vztahu

> =) = 32 (3~ Flaen))

2 i=1 i=1
R =

iw—mz

I

kde T, predstavuje vybérovy prumér vSech namérenych hodnot (bez proklddéni néjaké funkce,
nezdvisle na hodnotach vysyétlujici proménné ).

Koeficient determinace™ vyjadiuje, jak velky podil celkové variability (sou¢tu druhych moc-
nin vzdalenosti méfeni od vybérového pruméru) naméfenych dat se ndm povedlo vysvétlit tim,
ze jsme daty prolozili funkci f. Je to vlastné podil variability okolo prolozené funkce ku va-
riabilité okolo vybérového pruméru. Koeficient determinace slouzi jako pomocny néstroj pro
hodnoceni toho, jak dobry mame pro naSe naméfend data model. Cim je R? vyssi, tim vice
je chovani naméfenych dat y vysvétleno vysvétlujicimi proménnymi = (poznamenejme, ze R?
vzdy nabyvéa hodnot z intervalu (0, 1)).

Je nutné si uvédomit, ¢im je zpisobena variabilita namérenych dat kolem prolozené funkce.
Tato variabilita muze byt zptisobena zaprvé nepresnosti méfeni nebo $patné zvolenou pro-
klddanou funkei (prokldddme namérenymi daty jinou funkci, nez jakd je opravdové zavislost
naméfenych dat). Je nutné si uvédomit, ze tyto dva zdroje od sebe nedokdzeme pouzitim pouze
R? odligit, proto neni dobré pouzivat R? jako jediny ukazatel toho, jak je nis model dobry.

I naprosto spravny model miiZe mit malé R> (pokud méme velkou nepfesnost méfeni) a na
druhou stranu i $patny model (§patné zvolend proklddans funkce) miize mit vysoky RZ?. Proto
je nutné R? vzdy pouzivat soudasné s metodami regresni diagnostiky, zejména témi metodami,
které zkoumaji spravnost prolozené funkce.

Vice informaci o tomto testu napiiklad zde: https://en.wikipedia.org/wiki/Durbin-Watson_statistic

15Nekdy se zavadi jesté tvz. upraveny koeficient determinace vztahem Ridj = R? — (1 — R2)Hv kde k

4; je stejny jako vyznam R2, jediny rozdil je, ze

vyjadfuje pocCet nezndmych regresnich parametri. Vyznam Ri
se snazi zohlednit pocet nezndmych regresnich parametri.

10
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Nékolik poznamek na zaveér

Nakonec uvedeme opét nékolik dulezitych poznamek.

o Neékolikrat jsme se odvolavali na nutnost pouzit dostatecny pocet méreni a nikde jsme
presné nespecifikovali, kolik méfeni uz je dostatecné. Nyni to napravime. Obecné se da
Fici, ze pokud mame alespon 10 krat vice méfeni nez odhadovanych regresnich parametri,
vSechny popsané metody uz budou spolehlivé fungovat. Pokud budeme mit alespon 5 krat
vice méreni nez regresnich parametri, popsané metody budou porad pomérné spolehlivé,
ale méné méfeni uz bychom mit neméli. Pokud jsme v situaci, ze je velmi tézké nebo
nemozné ziskat dostatek méreni, muzeme pouzit metody linedrni regrese i pro mensi
pocet méfeni, ale musime si byt védomi, ze pouzité metody nemusi byt Gplné spolehlivé
(je dobré to na zavér zminit v diskuzi). Vzdy je ale naprosto nutné mit alespori o 1 méfeni
vice, nez kolik médme regresnich parametri, jinak dojde k tomu, Ze prokladand funkce
projde presné namérenymi body a nebude nadm nic fikat o obecné zavislosti=.

¢ Rozhodné neni nutné znat zpaméti umét ani dopodrobna rozumét konstrukci bodovych
ani intervalovych odhadd, které jsme vyse uvedli. Dulezita véc je znat a chapat rozdil
mezi bodovym a intervalovym a mit detailné rozmyslené, co presné vyjadiuji intervalové
odhady. V praxi za nas bude vsSechny vypocty provadét matematicky software. Jediné
dilezité je umét tyto vysledky spravné interpretovat.

e Opravdu silné doporu¢ujeme projit si (tfeba i nékolikrat) pfilozeny vzorovy skript a roz-
myslet si vSechny uvedené priklady. Na praktickych piikladech se toho clovék nejvice
nauci.

e Kdyz v praxi pouzivame linedrni regresi ke zpracovani namérenych dat, je nutné do pro-
tokolu uvést alespon tolik informaci, aby ¢tenar zjistil, co presné jsme délali a mohl tento
postup sdm reprodukovat (kdyz chce napiiklad hledat chyby v pouzitém postupu a vypo-
¢tech). Jako minimdln{ vydet véci, které by mély byt vzdy uvedeny, mizeme povazovat

— Tvar proklddané funkce (tedy vzorec f(z) =...)
— Bodovy odhad a nejistota méreni vSech regresnich koeficientti.

— Alespon struény komentar, zda jsou splnény vSechny predpoklady pouziti regresniho
modelu (pfipadné upozornéni na mozné nepiesnosti zptisobené nesplnénim predpo-
kladi). Neni nutné prikladat vSechny popsané grafy.

— Pokud se rozhodnete vykreslit graf s namérenymi daty a proloZzenou funkci, mél
by byt v legendé uveden tvar proklddané funkce a odhadnuté hodnoty regresnich
koeficientu véetné nejistoty méfeni. Je také dobré (i kdyz ne tplné nutné) do grafu
vykreslit interval spolehlivosti pro prokladanou funkci. Ve vzorovém skriptu najdete
podrobny navod a ukézku, jak by toto mélo spravné vypadat.

e Ackoliv se v praxi linedrni regrese pouziva nejcastéji, je nutné si uvédomit, ze neni apli-
kovatelnd na vSechny pripady. Existuji i pfipady, kdy je potfeba daty prolozit funkci
nelinedrni v regresnich parametrech. V téchto ptripadech je nutné vyuzit nelinedrni regre-
si, které se budeme vénovat v pristim dile seridlu.

16 Takovému problému se Fiks prefitovani a vznikd vizdy, kdyz pracujeme s malo méfenimi v porovnani
s poctem regresnich koeficient.

11
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